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RESUMO
OLIVEIRA, J.F.. Atividade Síncrona em Redes Complexas: Uma Abordagem Matemática para

Estudos Sobre Epilepsia. 2021. 72 f. Dissertação (Mestrado em Modelagem e Otimização) –

Unidade Acadêmica Especial de Matemática e Tecnologia, Universidade Federal de Goiás,

Catalão – GO.

A sincronização em redes complexas é um fenômeno presente em vários sistemas comple-

xos, dos neurológicos aos elétricos e dos mecânicos aos sociais. O arquétipo mais bem-

sucedido na descrição da emergência desse comportamento coletivo em sistemas comple-

xos é fornecido pelo modelo de Kuramoto. Transtornos neurológicos como a epilepsia po-

dem ser abstraídos matematicamente como atividades síncronas em redes complexas. A

epilepsia é um transtorno neural de intensas atividades síncronas neurais causadas pelo au-

mento do fluxo sanguíneo no córtex cerebral, ocasionando crises convulsivas seguidas por

desmaios. As crises convulsivas podem ser evitadas por fármacos antiepilépticos que impe-

dem a emergência de sincronia nas redes neurais. Contudo, cerca de um terço dos pacientes

medicados voltam a ter crises convulsivas. Diante do exposto, justifica-se a importância de

estudos de reconhecimento dos padrões síncronos associados ao transtorno. Este trabalho

não tem a pretensão de ser a "última palavra" na modelagem de um transtorno neural tão

complexo. Assim sendo, objetiva-se investigar quais são as áreas mais influentes do córtex

cerebral e como elas influenciam a dinâmica da sincronização associada à epilepsia. Para

tanto, modelou-se córtex cerebral de um felino como uma rede complexa e, de modo a estu-

dar a sincronização, utilizou-se o modelo de Kuramoto como regente da dinâmica entre as

áreas do córtex. Utilizou-se o algoritmo Hypertext Induced Topic Search (HITS), para classi-

ficação de páginas web, com o intuito de identificar os nós mais influentes da rede do córtex

cerebral felino. Foram obtidas métricas relativas às características da rede neural felina e

aos seus nós mais influentes. No que concerne à dinâmica e métricas de sincronia global,

mesoscópica e a microscópica, foram obtidos resultados para um cenário utilizando a rede

original e outros dois cenários, nos quais foi considerada uma perturbação, com intuito de

simular a ação de um fármaco antiepiléptico, essa reduziu em 50% a intensidade das cone-

xões em um grupo de nós aleatórios e do grupo de nós escolhidos pelo algoritmo HITS. Por

fim, constatou-se que a perturbação aplicada defasou os níveis de sincronia global, micros-

cópica e mesoscópica da rede.

Palavras-chaves: Algoritmo HITS, Modelo de Kuramoto, Neurociência computacional, Re-

des complexas, Sincronização.



ABSTRACT
OLIVEIRA, J.F.. Synchronous Activity in Complex Networks: A Mathematical Approach for

Studies on Epilepsy. 2021. 72 f. Master Thesis in Modelling and Optimization – Unidade

Acadêmica Especial de Matemática e Tecnologia, Universidade Federal de Goiás, Catalão –

GO.

Synchronization in complex networks is a phenomenon present in several complex systems,

ranging from neurological to electrical and mechanical to social. The most successful ar-

chetype in describing the emergence of this collective behavior in complex systems is provi-

ded by Kuramoto model. Neurological disorders such as epilepsy can be abstracted mathe-

matically as synchronous activities in complex networks. Epilepsy is a neural disorder re-

lated to the intense synchronous neural activities due to the increase of blood flow in the

cerebral cortex, causing seizures followed by fainting. Seizures can be prevented by antiepi-

leptic drugs that fend off the emergence of synchrony in neural networks. However, about

a third of medicated patients experience seizures again. Thus, the importance of studies

on the recognition of synchronous patterns associated with the disorder is justified. This

work does not claim to be an ultimate in the modeling of such a complex neural disorder.

Therefore, the objective is to investigate which are the most influential areas of the cerebral

cortex and how they influence the dynamics of synchronization associated with epilepsy. To

this end, a feline’s cerebral cortex was modeled as a complex network and, in order to study

synchronization, Kuramoto model was used to govern of the dynamics between the areas

of the cortex. The Hypertext Induced Topic Search (HITS) algorithm was used to classify pa-

ges textit web, in order to identify the most influential nodes in the feline cerebral cortex

network. Metrics concerning the characteristics of the feline neural network and its most in-

fluential nodes, were obtained. Regarding the dynamics and measures of global, mesoscopic

and microscopic synchrony, results were obtained for a scenario using the original network

and two other scenarios, in which it was considered a disturbance, in order to simulate the

action of an antiepileptic drug, the disturbance reduced the intensity of connections of a

group containing random nodes and the group with nodes chosen by the HITS algorithm by

50%. Finally, it was found that the applied disturbance lagged the global, microscopic and

mesoscopic levels of the network.

Keywords: Complex networks, Computational neuroscience, HITS algorithm, Kuramoto mo-

del, Synchronization.
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Capítulo1

Introdução

A sincronização espontânea em sistemas interagentes é um fenômeno no qual os ele-

mentos de um coletivo passam a ajustar suas dinâmicas em um único ritmo coerente por

meio de uma força de interação (PIKOVSKY et al., 2003). Sistemas que apresentam sincro-

nização têm sido identi�cados em diversas áreas: sistemas elétricos (LACERDA et al., 2021),

neurociência , oscilações de micro-ondas (YORK; COMPTON, 1991)e lasers (WIESENFELD;

COLET; STROGATZ, 1998).

Um dos arquétipos do fenômeno da sincronização foi proposto na década de 70 por

Kuramoto (1975), no qual uma grande quantidade de osciladores acoplados acabam por

mover-se sobre a mesma frequência de oscilação apesar da diferença entre as frequências

naturais impostas para cada oscilador. O modelo de Kuramoto possui uma ampla variedade

de padrões de sincronização e pode ser �exível para ser adaptado em outros contextos. Tal

diversidade de aplicação tem feito do modelo de Kuramoto objeto de investigação constan-

temente relatado na literatura (COSS et al., 2018; JI; BOZOVIC; BRUINSMA, 2018; KOTWAL;

JIANG; ABRAMS, 2017).

Simultaneamente aos estudos de sincronização, desenvolveram-se diversos estudos

sobre redes complexas aplicadas a sistemas interagentes (ALBERT; BARABASI, 2002; STRO-

GATZ, 2001). Redes complexas são grafos com características não triviais e particulares, que

geralmente ocorrem em sistemas reais (MATA, 2020). As sinapses entre as regiões do cére-

bro (TELESFORDet al., 2011), as relações sociais entre pessoas (FELD, 1991a) e as interações

entre páginas da internet (MASLOV; SNEPPEN; ZALIZNYAK, 2004), são exemplos cotidianos

de redes complexas. Um grafo por de�nição, é uma abstração matemática que permite mo-

delar objetos como nós em um dado conjunto e expressar as relações que existem entre eles

como arestas (CORMEN et al., 2009). A teoria dos grafos é a área matemática dedicada ao

estudo das métricas e dinâmica das redes e grafos, fornecendo assim um ferramental pode-

roso para melhorar a compreensão no que diz respeito às redes complexas que circundam e

estão relacionadas com atividades e fenômenos essenciais para humanidade.
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No âmbito das redes complexas, sincronização é o fenômeno em que toda a rede

ou pelo menos um grupo de nós compartilham alguma propriedade característica da dinâ-

mica dos nós (PIKOVSKYet al., 2003). Os estudos de sincronização em redes complexas tem

atraído um grande interesse devido a suas implicações em diversas áreas como, por exem-

plo, redes de comunicação sem �o (SIMEONE; SPAGNOLINI, 2007), redes de transmissão de

energia (GRZYBOWSKI; MACAU; YONEYAMA, 2016) e redes neuronais, a qual destaca-se no

presente trabalho o transtornos neural da epilepsia (SILVA; GORTER; WADMAN, 2012).

Dados da Organização Mundial da Saúde (OMS) mostram que a epilepsia é o trans-

torno neural mais comum atualmente, afetando mais de 50 milhões de pessoas ao redor do

mundo, a maioria dessas vivem em países com média e baixa renda e sem os devidos cuida-

dos (World Health Organization, 2020). A OMS ainda a�rma que 70% das pessoas vivendo

com epilepsia poderiam viver sem convulsões caso diagnosticadas e tratadas de forma ade-

quada.

Cabe ressaltar também que pessoas com epilepsia sofrem com diversas questões soci-

ais relacionadas ao preconceito e discriminação, muitas vezes ocasionadas, porque a verda-

deira natureza do transtorno é distorcida por mitos, medos e concepções errôneas (GOMES,

2006). Em alguns países a legislação re�etiu ou ainda re�ete esse acúmulo de incompreen-

sões. Por exemplo, nos Estados Unidos da América, até 1973, era legalmente permitido res-

tringir o acesso de pessoas com epilepsia em espaços públicos (International League Against

Epilepsy, 2003). No Reunido Unido e Irlanda do Norte, a legislação permitia o anulamento

de casamentos com base num diagnóstico de epilepsia até 1971 (World Health Organiza-

tion, 2020). E, em países como China, Irã e Índia atualmente vigoram leis que proíbem ca-

samentos e/ou concedem a nulidade do matrimônio no qual um dos cônjuges sofre com o

transtorno (RIASI; SANATI; GHAEMI, 2014; THOMAS; NAIR, 2011).

Atualmente, sabe-se que a epilepsia é um transtorno diretamente ligado às inten-

sas atividades síncronas nas redes de neurônios do córtex cerebral (JIRUSKA et al., 2013)

e são proporcionais ao níveis do �uxo sanguíneo circulando na região (TSURUGIZAWA; CI-

OBANU; BIHAN, 2013). A epilepsia se manifesta pela recorrência de crises convulsivas e des-

maios seguidos por perda de consciência (FISHER et al., 2005a). Diante dessas informações,

justi�ca-se a importância do estudo de reconhecimento dos padrões síncronos nas redes de

neurônios, uma vez que, ataques epilépticos afetam a qualidade de vida do indivíduo que

pode se ferir durante o ocorrido (FISHER et al., 2014).

Entretanto, um dos grandes desa�os dos estudos sobre epilepsia é fazê-los de forma

não invasiva, visto que o cérebro é um órgão sensível que coordena funções vitais do corpo

humano. O principal método não invasivo para investigação do transtorno são as eletroen-

cefalogra�as (EEG) (ARTAMEEYANANT; SULTORNSANEE; CHAMNONGTHAI, 2017)). Po-

rém, as neuroimagens sozinhas não expressam todas as nuances do fenômeno de sincroni-

zação nas redes neurais do córtex cerebral. Assim sendo, utiliza-se o auxílio da matemática
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e computação dentro de um campo de estudo denominado neurociência computacional

(GERSTNERet al., 2014), para o aprimoramento dos métodos de investigação e análise rela-

cionados aos padrões de sincronização no córtex cerebral que induzem transtornos neurais

como epilepsia.

Neste trabalho, objetiva-se investigar como os nós de maior in�uência afetam a emer-

gência da sincronização na rede de um córtex felino (SCANNELL; BLAKEMORE; YOUNG,

1995). Para tanto, modela-se cada subconjunto das áreas primárias do córtex (visual, audi-

tiva, motora e sensitiva) como um oscilador de fase com uma frequência natural intrínseca.

Utilizou-se o modelo de Kuramoto como regente da dinâmica entre os nós, mas é impor-

tante alertar que, o modelo não é o mais adequado para o �m de representar funcionalida-

des neurais mais complexas, como impulsos elétricos e transmissão sináptica (GERSDORFF

et al., 2003). Todavia, é su�ciente para abstrair características relacionadas ao comporta-

mento oscilatório e síncrono existentes no córtex cerebral (GOMEZ-GARDENES et al., 2010;

SCHMIDT et al., 2015). Além de possuir um fator de acoplamento entre os nós que pode ser

abstraído como acoplamento biológico proporcional ao �uxo sanguíneo no córtex cerebral

(SADILEK; THURNER, 2015). Através do incremento do fator de acoplamento é possível in-

duzir a emergência do fenômeno de sincronização na rede, simulando assim, o transtorno

neural de epilepsia computacionalmente. Em contraposição ao fator de acoplamento cujo

seu aumento induz a sincronia na rede, introduziu-se perturbações em um conjunto de nós,

análogas aos fármacos antiepilépticos, com intuito de simular a defasagem dos níveis de

sincronia relacionados aos ataques epilépticos.

Ademais, para quali�cação dos nós mais in�uentes da rede, utilizou-se o algoritmo

HITS acrônimo de Hypertext Induced Topic Search (KLEINBERG, 1999), utilizado para clas-

si�cação de importância de páginas da rede mundial de computadores. O algoritmo HITS

classi�ca os nós em duas qualidades, hub que considera o número de referências relevantes

que um nó i contém em si e autoridade que leva em conta o número de nós relevantes que

referenciam um nó i .

Este trabalho está organizado como segue. No capítulo 2 são apresentados a fun-

damentação teórica sobre biologia neural e modelos neuronais. No capítulo 3 são expostas

de�nições sobre teoria dos grafos e o algoritmo HITS, sobre o modelo de Kuramoto em redes

complexas e as métricas disponíveis para calcular os níveis de sincronização. No capítulo 4

são expostos os resultados das análises da rede do córtex cerebral felino via teoria dos gra-

fos; do modelo de Kuramoto como regente da dinâmica de interação entre os nós da rede do

córtex cerebral felino; e das métricas de sincronização aplicadas em três diferente cenários

- sem perturbação dos nós, com perturbação em 10 nós aleatórios e com perturbação no

grupo hubs e autoridades. As considerações �nais e questões em aberto são encontradas no

capítulo 5.
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Capítulo2

Fundamentação Teórica

Neste capítulo são apresentados os fundamentos teóricos necessários para desenvol-

vimento do trabalho. Na seção 2.1 são abordadas as principais características da biologia

neural, que servirão de base à abordagem matemática dos estudos sobre epilepsia. São ex-

postos atributos básicos do córtex cerebral humano, como sua repartição de áreas, compo-

sição celular e dinâmica eletroquímica de comunicação entre partes, bem como, peculiari-

dades que causam o mal funcionamento deste sistema, desencadeando transtornos neuro-

lógicos, como por exemplo, a epilepsia.

A seção 2.2, aborda, brevemente, o emprego de modelos matemáticos e computacio-

nais na investigação de transtornos neurais e apresenta o modelo de Kuramoto como protó-

tipo inicial para as investigações sobre os fenômenos de sincronização que possuem relação

direta com os transtornos neurais.

2.1 Biologia Neural

O córtex cerebral é a estrutura mais externa do cérebro dos mamíferos e é responsável

por várias das funções cognitivas mais so�sticadas (TRANEL; COOPER; RODNITZKY, 2003;

LEHNERTZ, 2008), sendo constituído por corpos celulares de dois tipos de células: neuró-

glias e os neurônios. É dividido em dois hemisférios e quatro áreas, conforme a ilustração

da Fig.(2.1), chamadas de lobos cerebrais: frontal, occipital, temporal e parietal, tendo cada

um funções diferenciadas e especializadas (STANDRING, 2015). O lobo frontal está associ-

ado com controle de movimentos e planejamento, o lobo occipital está relacionado à visão, o

lobo temporal está associado à audição e compreensão de linguagem, por �m o lobo parietal

que está associado à percepção de sensações como tato, dor e calor (TROBE, 2010).
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Figura 2.1 – Imagem meramente ilustrativa do córtex cerebral humano e suas quatro áreas.

Fonte – o autor.

Como citado anteriormente, o córtex é composto por dois tipos de células, as neuró-

glias e os neurônios Fig.(2.2). As neuróglias são responsáveis pelo suporte, nutrição, prote-

ção e ajudam os neurônios a se comunicarem. Entretanto, os neurônios estão envolvidos

com as atividades mais complexas do córtex, mesmo sendo dez vezes menos numerosos

que as neuróglias no córtex (LENT, 2010), sendo números na ordem 10 9 (SCHINDLER et al.,

2008; STEFAN; SILVA, 2013; KRAMER; CASH, 2012; CHENet al., 2017).

A Fig.(2.2) ilustra as três partes da composição de um neurônio: o corpo celular, o axô-

nio e os dendritos. O axônio é um prolongamento do corpo celular responsável por transferir

informações pelo sistema nervoso, podendo variar de milímetros a 1 metro de comprimento.

No �nal de um axônio, encontram-se os terminais do axônio que servem para conectar um

neurônio com os dendritos e corpos celulares de outro neurônio para transmitir informa-

ções. Os dendritos são prolongamentos que se estendem a partir do corpo celular e recebem

sinais de outros neurônios. O ponto de contato entre dois neurônios é chamado de sinapse,

havendo 1012 sinapses no córtex humano (MOUNTCASTLE, 1997), sendo composto de um

lado pré-sináptico (lado que envia impulsos elétricos) e um lado pós-sináptico (lado que

recebe impulsos elétricos).
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Figura 2.2 – Ilustração da anatomia de um neurônio.

Fonte – o autor.

A transmissão sináptica (GERSDORFFet al., 2003) é a transferência de informação en-

tre neurônios que acontece quando um impulso elétrico chega ao �m do axônio, liberando

substâncias químicas, conhecidas como neurotransmissores, que são detectados pelo den-

dritos ou corpo celular que se encontram do outro lado da sinapse. A partir da detecção

desses neurotransmissores é gerado nos dendritos ou corpo celular, que estão recebendo o

sinal, um impulso elétrico que percorre o neurônio. Nesse processo o sinal elétrico é gerado

pela passagem de íons pela membrana no neurônio.

Para que o processo de transmissão sináptica se repita com e�cácia, o axônio tem

um revestimento de proteínas e lipídios chamado de bainha de mielina, que age como um

isolante e acelera a transmissão de sinal. A bainha de mielina tem um papel importante no

funcionamento dos neurônios humanos, um exemplo extremo dessa importância ocorre na

esclerose múltipla, situação na qual a bainha de mielina é destruída pelo próprio sistema

imune da pessoa, causando diversos problemas motores e cognitivos (STANDRING, 2015).

Todas as conexões, estruturas e funcionalidades contidas no córtex cerebral podem

ser abstraídas matematicamente como uma rede complexa de nós interligados cuja dinâ-

mica das interações está sujeita às alterações causadas por diversos fatores, como genética,

envelhecimento e acidentes que envolvem o crânio. Devido à complexidade e ordem as-

tronômica dos componentes da rede neural, danos entre as sinapses possibilitam a emer-

gência de transtornos neurais como a epilepsia, transtorno relatado na literatura como um

fenômeno de sincronização na rede neural (JIRUSKA et al., 2013). Os conceitos abordados

anteriormente, elucidam as características principais do córtex cerebral, com o intuito de

se aplicar modelos matemáticos que descrevam o comportamento de transtornos como a

epilepsia.
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De acordo com a World Health Organization (2020), a epilepsia (CID 10 G40.0) que é

uma alteração neurológica caracterizada por desmaios seguidos de convulsões recorrentes,

em 2006 era o segundo transtorno neural mais comum, precedido pelo acidente vascular

cerebral (AVC) (World Health Organization, 2006). Ao longo da década consolidou-se como

o transtorno neurológico mais comum, atingindo aproximadamente 50 milhões de pessoas

ao redor do globo. Segundo a World Health Organization (2020), aproximadamente 70% das

pessoas vivendo com epilepsia poderiam viver livres de crises convulsivas se recebessem

diagnóstico e tratamento adequados.

Em muitos pacientes com epilepsia, as convulsões são controladas de forma bem su-

cedida com medicamentos, porém, mesmo com todo o tratamento farmacológico, as con-

vulsões podem retornar em 30% dos pacientes medicados (KWAN; BRODIE, 2006). Com

base nesse número de pacientes que não se bene�ciam dos fármacos, e tendo por base

que, os ataques epilépticos são caracterizados por convulsões associadas à intensas ativida-

des síncronas do córtex cerebral (CHEN et al., 2014; SIERRA-PAREDES; SIERRA-MARCUNO,

2007; FISHERet al., 2005b), que têm sua intensidade afetada pelo �uxo sanguíneo no cé-

rebro (TSURUGIZAWA; CIOBANU; BIHAN, 2013). Assim, torna-se importante reconhecer

os padrões de sincronia nas atividades cerebrais (BANDARABADI et al., 2015), para assim

suprimir a sincronização evitando um ataque epiléptico.

Um dos pontos de partida para os estudos da epilepsia as eletroencefalogra�as (EEG)

(ARTAMEEYANANT; SULTORNSANEE; CHAMNONGTHAI, 2017; LANGet al., 2013; MOHAM-

MADPOORY et al., 2019; WANG et al., 2017; STRAATEN; STAM, 2013), essa con�gura um

método de captura de sinais cerebrais não-invasivo e indispensável na epileptologia, ramo

da �siologia que se dedica ao estudo da epilepsia (ASLLANI; EXPERT; CARLETTI, 2018a).

Também é importante o desenvolvimento de modelos matemáticos e computacionais que

processem com mais e�cácia os dados obtidos por meio de neuroimagens EEG, e auxiliem

assim na pro�laxia e tratamento de pessoas com epilepsia, trazendo especi�cidades sobre

os padrões com intuito de aumentar a previsibilidade dos ataques epilépticos ligados ao

fenômenos de sincronia no córtex cerebral.

2.2 Modelos Neuronais

A modelagem matemática e mais recentemente, com o advento dos computadores

eletrônicos, a modelagem computacional passaram a ser mais do que métodos no que diz

respeito às investigações neurais, consolidando-se como uma área de pesquisa in�uente

dentro da neurociência, a neurociência computacional (GERSTNER et al., 2014). Conjectura-

se que muito desse impulso se deva a necessidade de investigações prévias do cérebro e da

cognição humana, por meio de estudos não invasivos e de retratar com certa con�abilidade,

ao menos, parte da complexidade do cérebro (ASLLANI; EXPERT; CARLETTI, 2018b).
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A seguir são apresentados alguns modelos e seus objetivos quanto a modelagem das

funcionalidades e fenômenos no córtex cerebral. É importante destacar que cada modelo

tem as suas particularidades, e não se propõe a ser um modelo absoluto e universal no

campo da neurociência computacional.

No que diz respeito à história dos modelos neuronais, apesar de Lapicque (1907) ter

sido o primeiro a estudar e modelar a natureza elétrica dos neurônios, no contexto de mo-

delagem computacional, a primeira representação matemática de um neurônio só foi pro-

posto por McCulloch e Pitts (1943). Warren McCulloch e Walter Pitts eram neurocientista e

matemático-lógico, respectivamente. A abordagem pioneira de McCulloch e Pitts foi base-

ada no entendimento de Pitts das operações lógicas, "E"e "OU", da Álgebra de Boole, possi-

bilitando assim a primeira abstração neural como um circuito eletrônico lógico. Os neurô-

nios desse modelo recebiam na entrada uma função lógica f , bits lógicos , 1 que represen-

tava a existência de um sinal elétrico, 0 caso contrário. E retornava numa saída g os bits da

entrada operados de acordo com a função f programada na entrada.

Uma década depois de McCulloch e Pitts, Hodgkin e Huxley (1952) seguiram na mesma

linha de abstração eletrônica do neurônio, mas inovaram na abordagem �siológica, eluci-

dando os mecanismos iônicos responsáveis pela geração de um potencial de ação no axônio

gigante de uma lula e propuseram uma analogia baseada num modelo elétrico capacitivo

(HODGKIN, 1948; HODGKIN; HUXLEY, 1952).

O modelo de FitzHugh-Nagumo (FITZHUGH, 1961; Nagumo; Arimoto; Yoshizawa,

1962) é uma simpli�cação do modelo de Hodgkin-Huxley da geração de spikes (disparos

elétricos) no axônio gigante de lulas. Por mais que o modelo de Hodgkin-Huxley seja rea-

lista e bio�sicamente preciso, continha variáveis que poderiam ser desconsideradas. Surge

assim a motivação para Fitzhuh-Nagumo isolarem as propriedades matemáticas essenciais

da excitação e propagação das propriedades eletroquímicas do �uxo de íons de sódio ( NaÅ)

e potássio (K ¡ ). A simpli�cação do modelo proposta por FitzHugh e Nagumo, reduziu o

modelo de quatro para duas dimensões, permitindo a visualização completa da solução no

plano, o que facilita a compreensão geométrica do fenômeno biológico relacionado à exci-

tabilidade e o mecanismo de geração de spikesnos neurônios.

Wilson e Cowan (1973) introduziram um modelo matemático da dinâmica popula-

cional das sinapses acopladas de neurônios excitatórios e inibitórios no córtex cerebral. O

modelo de Wilson-Cowan descreve a evolução temporal da atividade elétrica neural. Esse

modelo contribuiu para neurociência com o uso de análise de plano de fase, soluções nu-

méricas para descrever as respostas das populações neurais a estímulos e predição de osci-

lações dos sinais neurais.

O modelo de atividade neuronal de Hindmarsh e Rose (1984), tem como objetivo es-

tudar o comportamento de rajada de disparos do potencial de membrana observado em

experimentos feitos com um único neurônio. De fato, o modelo original de Hodgkin-Huxley
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não consegue descrever rajadas, mas apenas reproduz spikes.

O modelo de Rulkov (2002) pode ser entendido como um mapa acoplado bidimensi-

onal que é capaz de reproduzir o comportamento dinâmico neuronal de rajadas de spikes

(RULKOV, 2001; LAMEU et al., 2012). Vale ressaltar que existem diversos modelos de equa-

ções diferenciais que reproduzem o mesmo padrão dinâmico, contudo, a grande vantagem

do modelo consiste no fato de ser uma equação de diferença �nita e dessa forma, é possível

ter uma resposta computacional mais rápida.

Integrate-and-Fire é uma classe de modelos neurais simples e tem como precedente o

modelo proposto por Lapicque (1907). Porém, com diversas variações, como Leaky Integrate-

and-Fire (NAUD; GERSTNER, 2012),Adpatative Exponential Integrate-and-Fire (BRETTE;

GERSTNER, 2005) eQuadratic Adaptative Integrate-and-Fire ou modelo de (Izhikevich, 2003).

Essa classe ignora várias funcionalidades �siológicas do cérebro, todavia, é extremamente

acurada no que diz respeito a geração de spikes e tem solução mesmo para casos com en-

trada estocástica(GERSTNERet al., 2014).

Paralelamente aos estudos de neurociência computacional, um dos arquétipos do

fenômeno da sincronização foi proposto na década de 70 por Kuramoto (1975), no qual uma

grande quantidade de osciladores acoplados acabam por mover-se sobre a mesma frequên-

cia de oscilação apesar da diferença entre as frequências naturais impostas para cada osci-

lador. O modelo de Kuramoto, apesar de não ser um modelo que abstrai funcionalidades

neurais mais complexas, ainda sim, é um dos arquétipos mais bem sucedidos para abstra-

ção de fenômeno síncronos e pode ser �exivelmente adaptado em outros diversos contex-

tos. Tal diversidade de aplicação tem feito do modelo de Kuramoto objeto de investigação

constantemente relatado na literatura de neurociência computacional. Investigações de pa-

drões síncronos no córtex cerebral empregando o modelo de Kuramoto como dinâmica fo-

ram realizadas para redes neurais felina (GOMEZ-GARDENES et al., 2010), primata (HONEY;

SPORNS, 2008) e humana (VILLEGAS; MORETTI; MUNOZ, 2014; CABRAL; KRINGELBACH;

DECO, 2014; KITZBICHLERet al., 2009).

Por �m, um dos modelos mais recentes é o de Kuramoto multicamadas, proposto por

Sadilek e Thurner (2015), é um hibridismo do modelo de Kuramoto seguindo as equações de

Wilson e Cowan (1973). Essa proposta usa do entendimento de osciladores acoplados apre-

sentado por Kuramoto (1975) para criar um modelo que acople as populações de neurônios

inibitórios e excitatórios no córtex cerebral. E também, expõe o fator de acoplamento K no

modelo de Kuramoto como uma abstração de acoplamento biológico diretamente propor-

cional ao �uxo sanguíneo no cérebro.

Em sequência, serão apresentadas de�nições formais de redes complexas seção 3.1 e

do modelo de Kuramoto na seção 3.2. O modelo de Kuramoto será usado, como o regente da

dinâmica dos neurônios da rede a ser estudada, esse modelo é um protótipo simples, mas

su�ciente para investigações concernentes à sincronia em redes de corpos oscilantes.
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Capítulo3

Metodologia

Neste capítulo são apresentadas medidas e de�nições em grafos, o modelo de Kura-

moto e as métricas de sincronização. Na seção 3.1, são descritas medidas e de�nições em

grafos que serão úteis para aplicação posterior na rede a ser trabalhada. A subseção 3.1.1

exibe o algoritmo HITS, usado para classi�cação de páginas web e oferece uma abordagem

mais so�sticada para medidas de centralidade de um grafo. O equacionamento do modelo

de Kuramoto que será usado como regente da dinâmica dos nós da rede complexa do córtex,

é apresentado na seção 3.2. E por �m, na seção 3.2.1 é exposto o equacionamento que mede

os níveis de sincronização da dinâmica dos nós regidos pelo modelo de Kuramoto.

3.1 Redes Complexas

A ciência das redes complexas com fundação na teoria de grafos, é uma área que se

desenvolveu bastante nos últimos anos (BARABáSI, 2012; BIANCONI, 2015), aumentando a

compreensão de vários sistemas reais (STROGATZ, 2001), como redes sociais (FELD, 1991b),

biológicas (BLASIUS; HUPPERT; STONE, 1999) e sistemas neurais (FRIES, 2005). As redes

complexas adicionam ainda uma nova vertente nos estudos de sistemas dinâmicos, uma vez

que, pesquisadores passaram a se preocupar com a in�uência da rede na performance de

processos dinâmicos, tais como percolação (GAO; LI; HAVLIN, 2014), propagação de infor-

mação, disseminação de epidemias (WADA; TOMÉ; OLIVEIRA, 2015) e sincronização (ARE-

NASet al., 2008).

A teoria de grafos provê, também, um ferramental metodológico para investigação

das redes funcionais e estruturais do córtex cerebral (BULLMORE; SPORNS, 2009) de forma

não invasiva. Por exemplo, os dados extraídos de uma ressonância magnética podem ser

convertidos em uma rede de nós, com uma matriz de adjacência associada, o que provê um

ferramental matemático para comparação e análise numérica entre as estruturas de indiví-

duos. Fenômenos de sincronização podem ser investigados por meio de características das

redes em quais ocorrem, como topologia, distribuição de conexões e medidas de centrali-
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dade.

Grafo é um modelo matemático que representa as relações entre objetos de um de-

terminado conjunto (EPP, 2010). De�ne-se G Æ(V,E) para representação de um grafo, onde

V Æ{1,2, ...,n } é o conjunto de vértices e E o conjunto contendo as arestas que ligam os vérti-

ces entre si, (CORMEN et al., 2009; BOCCALETTIet al., 2006; NEWMAN, 2018). Um subgrafo

de G é um grafo cujo conjunto de vértices é um subconjunto do conjunto de vértices de G e

o conjunto de arestas é um subconjunto do conjunto de arestas de G (SZWARCFITER, 1988).

Um grafo completo com N vértices, escrito KN , é um grafo onde todo par de vértices

é ligado por uma aresta (GRIES; SCHNEIDER, 1993). Ou seja, um grafo completo contém

o número máximo de arestas, sendo o número de arestas dado por N £ (N ¡ 1)/2 (ROSEN,

2017). Na Fig.(3.1) tem-se a representação de dois grafos completos K4 e K15:

Figura 3.1 – (A) Grafo completo K4 contendo 6 arestas (B) Grafo completo K15 com 105 arestas.

Fonte – o autor

Um grafo é dito denso se possui muitas arestas em relação ao seu número de vértices

e esparso se tem poucas arestas. Mais precisamente, um grafo é denso se a ordem do seu

número de arestas £ (jEj) é igual a ordem do quadrado do número de vértices, jEj ÆO(jV j2).

Por sua vez, um grafo é esparso se a ordem do seu número de arestas é da mesma ordem de

V, jEj ÆO(jV j) (CORMEN et al., 2009) 1.

Outra de�nição importante em teoria dos grafos é a de vértices adjacentes (TAMAS-

SIA; GOODRICH, 2004). Diz-se que um vértice u 2 V é adjacente de um vértice v 2 V se

(u ,v) 2 E. Quando a relação de adjacência é mútua para todos os vértices do grafo, tem-se

um grafo não direcionado. Um grafo G Æ(V,E) é não direcionado Fig.(3.2 - B) se o conjunto

de arestas E é constituído de pares de vértices não ordenados, ou seja, as arestas ( u ,v) e

(v,u) são consideradas como uma única aresta (WEST et al., 2001). Neste caso a relação de

adjacência é simétrica. Para o caso de um vértice u ser adjacente de um vértice v e o con-

trário não ocorrer, tem-se um grafo direcionado. Um grafo G Æ(V,E) é direcionado, como

na Fig.(3.2 - A), quando constituído de pares de vértices ordenados em E, sendo assim, para

1 A notação assintótica £ ( f (N )), lê-se “big teta de f de N”, enuncia que o pior tempo de execução de um
algoritmo é limitado superiormente pela função f (N ) multiplicada por uma constante c. (CORMEN et al.,
2009)
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esse caso as arestas (u ,v) e (v,u) são distintas, pois possuem sentidos diferentes, existindo

uma relação de adjacência assimétrica.

Figura 3.2 – Exemplo de um grafos: (A) grafo direcionado. (B) grafo não direcionado. (C) grafo direcionado com
ponderação nas arestas.

Fonte – o autor

Figura (3.2)(C) ilustra um grafo direcionado ponderado. As arestas de um grafo pon-

derado direcionado, além de direções, possuem valores (pesos). Uma analogia desses grafos

no mundo real são os trechos de rodovias com mão e contra-mão e limites de velocidade.

No caso de redes ponderadas, atribui-se um conjunto W Æ
©
w i j

ª
, o qual representa os pesos

das arestas.

Para representar grafos de forma algébrica e computacional, é usada a representação

por matriz de adjacência. A matriz de adjacência A Æ(ai j ) de um grafo G, consiste em uma

matriz com dimensões jV j£ j V j, com i linhas e j colunas, tal que,

ai j Æ

(
1, caso (u ,v) 2 E

0, caso contrário,
(3.1)

ou seja, o bit 1 demarca a existência de uma conexão ( u ,v) e o bit 0 demarca a inexistência

de tal conexão. A seguir tem-se um exemplo de matriz de adjacência do grafo da Fig.(3.2):

A Æ

8
>>>>><

>>>>>:

0 1 0 0

1 0 0 0

1 1 0 0

1 0 1 0

9
>>>>>=

>>>>>;

. (3.2)

Para o caso de um grafo direcionado ponderado, como na Fig.(3.2)(C), caso o bit da

posição ai j seja 1, basta adicionar o valor w i j na respectiva posição, como segue na matriz

de adjacência ponderada A(w ):

A(w ) Æ

8
>>>>><

>>>>>:

0 w12 0 0

w21 0 0 0

w31 w32 0 0

w41 0 w43 0

9
>>>>>=

>>>>>;

. (3.3)
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Ademais, algumas medidas podem ser tomadas de um grafo a �m de entender melhor

a sua formação. Como por exemplo, o número de arestas que incide em cada vértice de um

grafo é chamado grau, e de�nido para grafo não direcionados como,

k i Æ
NX

j Æ1
Ai j . (3.4)

Para o caso do grafo ser direcionado podem ser realizadas três medidas de grau em

um nó i (FAGIOLO, 2007), uma relacionada às arestas de entrada, k in
i , outra que concerne às

arestas de saída,kout
i e a medida de grau total, k tot

i , como seguem:

k in
i Æ

NX

j Æ1
Ai j ; (3.5a)

kout
i Æ

NX

j Æ1
AT

i j ; (3.5b)

k tot
i Ækout

i Å k in
i . (3.5c)

Por �m, outra medida importante relacionada a quantidade de conexões, é a de den-

sidade da rede, dada pela relação de quantas conexões existem na rede e quantas poderiam

existir, sendo de�nida como:

½Æ

P
i k tot

i

N £ (N ¡ 1)
. (3.6)

Com o intuito de obter mais análises qualitativas e quantitativas, a seguir na seção

3.1.1, será apresentado um algoritmo de classi�cação de páginas web baseado nas medidas

de centralidade de graus de entrada e saída de um grafo.

3.1.1 Algoritmo HITS

Neste trabalho utilizou-se um método para classi�cação de páginas em mecanismos

de busca web, com o intuito de classi�car os nós in�uentes do córtex cerebral felino e in-

vestigar como a dinâmica da sincronização é afetada pelas medidas de centralidade da rede.

Para tanto, será usado o algoritmo HITS, acrônimo de Hypertext Induced Topic Search, que

foi criado por Kleinberg (1999), na mesma época que algoritmo PageRank, utilizado no me-

canismo de busca do Google, era desenvolvido por Page et al. (1999).

Esses algoritmos surgiram na era dos buscadores de internet que tinham o propósito

de disponibilizar as páginas mais relevantes para uma pergunta ( query) realizada (SCHÜTZE;

MANNING; RAGHAVAN, 2008). O algoritmo de Page considera a quantidade e a qualidade

das referências que apontam para um determinada página. Já o algoritmo de Kleinberg leva

em conta tanto o número de referências que uma página contém quanto o número de pági-

nas que a referenciam. Esses dois conceitos são chamados de hubs e autoridades. Um hub é
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de�nido como uma página que contém muitas referências à boas páginas dentro de si. Uma

autoridade é uma página que tem credibilidade em um assunto, sendo assim referenciadas

diversas vezes. A seguir será abordada, com auxílio da teoria de grafos o funcionamento e

formalidades do algoritmo.

O algoritmo HITS considera cada página como um nó de uma rede, atribuindo dois

valores para cada nó, esses valores determinam duas qualidades, hub e autoridade, que são

relacionadas ao grau de saída e entrada dos nós, respectivamente. Na Fig.(3.3) (A) exibe-se

um nó autoridade e (B) um nó hub.

Figura 3.3 – (A) exibe-se um nó autoridade e (B) um nó hub.

Fonte – o autor.

A ideia central do método expressa: "boas autoridades são referenciadas por bons

hubs, e bons hubs referenciam boas autoridades"(KLEINBERG, 1999; LANGVILLE; MEYER,

2005). De forma mais sucinta, a tese do método HITS expressa que um nó é consolidado

como boa autoridade se receber entradas (referências) de bons hubs, e, é um bom hub se

distribuir boas saídas (referenciar), ou seja, boas autoridades. Com isso, cada nó i terá uma

valor de autoridade xi e um valor hub yi . Dada matriz de adjacência A, o elemento ai j re-

presenta a conexão do nó i para com o nó j , a partir de um valor inicial x (0)
i y(0)

i , o algoritmo

itera esses valores, com k Æ1,2,3, ..., calculando:

x(k )
i Æ

X

j :a j i 2 A
y(k ¡ 1)

j ; (3.7a)

y(k )
i Æ

X

j :ai j 2 A
x(k )

j . (3.7b)

As Eqs. 3.7a e 3.7b podem ser escritas na forma matricial com a ajuda da matriz de adja-

cência A do grafo. Na notação matricial, as equações assumem a forma x(k ) ÆAT y(k ¡ 1) e

y(k ) ÆAx(k ). Com isso é possível ilustrar o algoritmo iterativo para o cálculo das quantidades

de hub e autoridade y e x:

A notação 1(jV j£ 1) indica um vetor coluna composto apenas pelo número 1 em todas

suas posições, com dimensão de linha baseada no número de vértices, jV j, do grafo usado.

Note que as equações descritas no algoritmo 3.1: xk ÆAT y(k ¡ 1) e yk ÆAx(k ) podem

ser simpli�cadas por substituição como seguem: xk ÆAT Ax(k ¡ 1) e yk ÆAAT y(k ¡ 1). As duas
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Algoritmo 3.1: Pseudo-código Algoritmo HITS

Entrada: (A,AT ).
/* Hypertext Induced Topic Search */

1 início
2 y(0) Ã 1(jV j£ 1);
3 k Ã 0

4 repita
5 xk Ã AT y(k ¡ 1);
6 yk Ã Ax(k );
7 k Ã k Å 1;
8

°
° x(k )

°
° e

°
° y(k )

°
° ;

9 até critério de parada ;
Saída:

°
° x(k )

°
° e

°
° y(k )

°
° ,

equações resultantes são a de�nição do método iterativo de potência (FORD, 2015) para cal-

cular o autovetor dominante para matrizes AT A e AAT . Visto que a matriz AT A determina os

valores das autoridades, ela é chamada matriz autoridade e AAT é chamada matriz hub. Por-

tanto, computar o vetor autoridade x e o vetor hub y é o mesmo que computar os autovetores

dominantes à direita de ATA e AAT , respectivamente.

3.1.2 Exemplo HITS

Nesta seção é apresentado um exemplo para demonstrar o funcionamento do algo-

ritmo HITS. Para tanto, é utilizada a matriz de adjacência A do grafo (A) da Fig.(3.2),

A Æ

8
>>>>><

>>>>>:

0 1 0 0

1 0 0 0

1 1 0 0

1 0 1 0

9
>>>>>=

>>>>>;

.

As matrizes hub e autoridade são, respectivamente,

AAT Æ

8
>>>>><

>>>>>:

1 0 1 0

0 1 1 1

1 1 2 1

0 1 1 2

9
>>>>>=

>>>>>;

, ATA Æ

8
>>>>><

>>>>>:

3 1 1 0

1 2 0 0

1 0 1 0

0 0 0 0

9
>>>>>=

>>>>>;

.

Assumindo os vetores autoridade e hub iniciais como x(0) Æ(1;1;1;1)T ey(0) Æ(1;1;1;1)T ,

respectivamente, obtém-se na primeira iteração,

x(1) ÆATAy(0) Æ(5;3;2;0)T ;

y(1) ÆAATx(0) Æ(2;3;5;4)T .
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Note que, nesse passo o algoritmo HITS começa a usar o método iterativo da potência

para calcular o autovetor associado ao autovalor dominante das matrizes hub e autoridade,

AAT e ATA, respectivamente. Após as iterações determinadas do método da potência (para

este caso, 50 iterações), obtém-se os autovetores normalizados das matrizes hub e autori-

dade:
xT Æ(0,8440;0,4491;0,2931;0,0000);

yT Æ(0,2280;0,4285;0,6565;0,5774).

Com isso, tem-se a seguinte lista classi�catória de hubs e autoridades para os nós da

rede:

Tabela 3.1 – Classi�cação dos nós por meio de duas qualidades hubs e autoridades.

Classi�cação Auts. Hubs
1º 1 3
2º 2 4
3º 3 2
4º 4 1

Da Tab. (3.1) conclui-se que o nó 1 é a maior autoridade da rede, fato que corresponde

à intuição, uma vez que o nó 1 tem o maior grau de entrada entre os nós da rede, k in
1 Æ3. E,

o melhor hub da rede é o nó 3, atuando como um distribuidor de conexões entre os nós da

rede.

3.2 O Modelo de Kuramoto em uma Rede Complexa

O modelo de Kuramoto (1975) simula a dinâmica de sincronização de uma rede com-

pleta de N -osciladores de fase acoplados por meio de um sistema de equações diferenciais

ordinárias de primeira ordem acopladas:

�µi Æ! i Å
K

N

NX

j Æ1
sen(µ j ¡ µi ), (3.8)

onde, µi (t ) e ! i são a fase e a frequência natural do oscilador i , respectivamente. A força

de acoplamento aplicada aos nós é denotada por K . As condições iniciais para Eq.(3.8) dão-

se, geralmente, por uma distribuição uniforme das fases e uma liberdade para distribuir as

frequências de acordo com uma função densidade de probabilidade g(! ).

Na Fig. (3.4) são expostos os grá�cos das evoluções das frequências instantâneas

( �µi (t )), Fig. (3.4)(A), e fases (µi (t )), Fig. (3.4)(B), do modelo de Kuramoto (Eq.(3.8) em uma

rede completa K1000. Para elaboração da Fig. (3.4), foram escolhidos 5 osciladores aleato-

riamente em uma população com N Æ103, fator de acoplamento K Æ2.0, frequências na-

turais e fases iniciais distribuídas de acordo com uma função densidade de probabilidade

uniforme, ! i 2 [¡ 0,5 : 0,5] eµi (0) 2 [¡ ¼: ¼], respectivamente.
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Figura 3.4 – Evolução das fases e frequências de 5 osciladores escolhidos aleatoriamente em uma população
com N Æ103,fator de acoplamento K Æ2,0 e frequências naturais e fases inicias distribuídas uni-
formemente, ! i 2 [¡ 0,5 : 0,5] eµi (0) 2 [¡ ¼: ¼], respectivamente.

O grá�co da Fig.(3.4)(A) ilustra a dinâmica das frequências da rede inicialmente dis-

persas até a sua sincronização. A Fig.(3.4)(B) também ilustra a dinâmica da sincronização,

porém no âmbito das fases. Para simulação da Fig.(3.4)(B), integra-se o sistema da Eq. (3.8)

com as fases iniciais do sistema e a frequência natural de cada oscilador. A simulação da

Fig.(3.4)(A) é obtida por meio da inserção das fases encontradas na integração no próprio

sistema da Eq. (3.8).

Por mais que o modelo de Kuramoto tenho sido arquitetado inicialmente para uma

rede completa de osciladores, ele é adaptável à diferentes topologias, isso signi�ca que o

mesmo pode ser usado como modelo para tratar de redes complexas neurais. Para tanto, o

modelo é adaptado como segue,

�µi Æ! i Å ¸
NX

j Æ1
Ai j sen(µ j ¡ µi ), (3.9)

onde Ai j é a matriz de adjacência contendo todas as conexões entre os nós da rede que

informa a topologia do sistema e ¸ o fator de acoplamento entre as conexões da rede.

3.2.1 Dinâmica e Métricas de Sincronização

No que diz respeito às métricas de sincronização, ou seja, medidas que quanti�cam

o nível de sincronia, de�ne-se o parâmetro de ordem que descreve a dinâmica global da
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sincronização. O parâmetro de ordem, r , é baseado em um número complexo z de�nido

como,

z(t ) Ær (t )ei Ã (t ) Æ
1

N

NX

j Æ1
ei µ j (t ), (3.10)

onde r (t ) é a magnitude de z(t ) no círculo complexo e mede sincronia entre as fases da po-

pulação de N osciladores. E o parâmetro Ã é a fase média da interação de todos osciladores.

Uma forma conveniente de ilustrar os parâmetros, exibida Fig. (3.5), é considerar a

população de osciladores como um enxame de partículas que se move em um círculo unitá-

rio com dinâmica de campo-médio (STROGATZ, 2001) dada pelo vetor z que tem magnitude

r a sua direção dada por Ã. A sincronização emerge para valores do parâmetro de ordem

r È 0, o que ocorre quando o fator acoplamento transcende um determinado valor crítico.

Quanto mais próximo de r ¼1, mais sincronizada é a dinâmica do enxame.

Figura 3.5 – Representação do parâmetro de ordem no plano complexo.

Fonte – o autor.

Na Fig. (3.6), exibe-se um exemplo do parâmetro de ordem r em função do tempo,

para uma população de N Æ103 e com fator de acoplamento K Æ2,0.
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Figura 3.6 – Parâmetro de ordem r calculado numericamente pela Eq.(3.10) para um tempo su�cientemente
longo, população de N Æ103 osciladores,fator de acoplamento K Æ2,0 frequências naturais e fases
iniciais distribuídas uniformemente.

Fonte – o autor.

Perceba que os níveis de sincronização evoluem nos primeiros instantes de tempo,

saindo de r ¼0, estado que indica pouca coerência entre os osciladores e portanto baixo ní-

vel de sinocronização, até a saturação da curva em r ¼1, região com alto níveis de coerência

entre os osciladores da rede, e consequentemente altos níveis sincronia.

Um outro cálculo importante a ser estudado no modelo de Kuramoto é o fator de

acoplamento crítico, pois o mesmo mede a transição de fase do estado não-sincronizado

para o estado sincronizado,

Kc Æ
2

¼g(­ )
; (3.11a)

¸ c ÆKc
hk i

­
k2

®. (3.11b)

onde ­ é a frequência de sincronização, para o caso de uma distribuição de frequências si-

métrica, ­ coincide com o centro de simetria da distribuição. A Eq. (3.11a) representa o fator

de acoplamento crítico para o modelo com a topologia completa. E, a Eq. (3.11b) enuncia

que o acoplamento crítico ¸ c numa rede complexa é o valor de acoplamento crítico, Kc, de

uma rede completamente conectada reescalado pela razão hk i /
­
k2

®
entre os dois primeiros

momentos da distribuição de grau P(k) da rede usada.

Na Fig. (3.7) exibe-se a dinâmica da sincronização, parâmetro de ordem em função

do fator de acoplamento K , para o caso da rede com topologia completa. A parte colorida da
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Fig. (3.7) refere-se ao regime crítico onde ocorre a transição de fase, do estado não sincroni-

zado para o sincronizado.

Figura 3.7 – Curva parâmetro de ordem em função do fator de acoplamento, r (K ). Com uma população de
N Æ103 osciladores,frequências naturais distribuídas uniformemente

Fonte – o autor.

Veja também na Fig. (3.7), a demarcação do fator de acoplamento crítico Kc Æ0,63662,

dado pela Eq. (3.11a). Esse determina exatamente em qual valor do fator de acoplamento

ocorre a transição do estado sem sincronia para o estado com alto nível de sincronia.

Os fatores de acoplamento K e ¸ , podem ser compreendidos como abstrações do aco-

plamento biológico diretamente proporcional ao �uxo sanguíneo no cérebro como apon-

tado por Sadilek e Thurner (2015). Tal abstração é razoável do ponto de vista biológico, uma

vez que atividades neurais estão diretamente relacionados com aumento de �uxo sanguíneo

localmente (TSURUGIZAWA; CIOBANU; BIHAN, 2013).

Além do parâmetro de ordem complexo r , eq.(3.10), introduz-se aqui a matriz de

conexões funcionais C, que serve para quanti�car a sincronia no sistema, mensurando a

emergência de sincronia parcial entre as conexões dos osciladores i e j da rede (GóMEZ-

GARDENES; MORENO; ARENAS, 2007):

Ci j Æ
ai j

¢ t

¯
¯
¯
¯
¯

¿Å¢ tX

¿
ei [µi (t )¡ µ j (t )]

¯
¯
¯
¯
¯
, (3.12)

onde ¿ é o transiente e ¢ t o tempo restante após o transiente, que deve ser grande o su�ci-

ente para evitar �utuações no cálculo da média dos níveis de sincronização entre os nós. Ou

seja, assumindo um nível transiente de sincronização, a sincronia nos pares presentes em
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Ci j só existirá em nós cujo comportamento oscilatório converge para sincronia total. E, o

elemento ai j tem a função de informar quais pares de nós estão conectados ai j Æ1 ou não

conectados ai j Æ0.

A média dos elementos da matriz C ponderada pela quantidade de interações exis-

tentes na rede, denominada r l i nk , informa a fração de nós sincronizados existentes na rede,

e, serve como uma medida de sincronização global na rede, sendo de�nida por:

r l i nk Æ
1

L

X

i , j
Ci j , (3.13)

onde L é o número total de interações na rede, dada por
P

i , j ai j .

O parâmetro de ordem de coerência global das fases eq. (3.10), r , e o parâmetro de

ordem fracionário eq. (3.13), r l i nk , juntos descrevem a dinâmica global do sistema (GOMEZ-

GARDENESet al., 2010; SCHMIDT et al., 2015). Indo além das investigações da dinâmica

global, é possível estudar a dinâmica da sincronização em nível modular, ou seja, analisando

grupamentos de nós com base no seu desígnio funcional. Com intuito de investigar a dispo-

sição desses nós particulares sincronizarem, as interações entre pares de nós precisam ser

classi�cadas como sincronizadas ou não sincronizadas.

Para tanto, um sistema teoricamente equivalente com parâmetro de ordem r l i nk foi

construído composto de L£ r l i nk pares de osciladores perfeitamente sincronizados e L£ (1¡

r l i nk ) pares completamente incoerentes descritos por uma matriz de sincronização binária,

Fi j :

Fi j Æ

(
1, L £ r l i nk maiores elementos de Ci j ;

0, caso contrário. s
(3.14)

Os números de arestas presentes em F está de acordo com o número de conexões sin-

cronizadas preditas por r l i nk . Os pares de nós apresentando os maiores níveis de sincroni-

zação são então classi�cados como sincronizados e os com menores níveis são classi�cados

como não sincronizados.

Com intuito de calcular os níveis de sincronização independente das condições inici-

ais, é necessário fazer uma média sobre ´ diferentes iterações usando diferentes condições

iniciais {µi (0)} e diferentes frequências naturais {! i }. Com esse propósito é feita a média do

conjunto das matrizes binárias de sincronização
©
F (l )

ª
(l Æ1,2, ...,´ ) sobre as diferentes ite-

rações realizadas para assim obter o grau médio de sincronização entre nós, denominada

correlação dinâmica entre nós, dada por:

r i j Æ
1

´

X́

l Æ1
F (l )

i j , (3.15)

onde a eq. (3.15) re�ete a probabilidade dos nós i e j estarem em sincronia e ´ é o número

de iterações.
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Para o �m de estudar a probabilidade de sincronização entre duas áreas ® e ¯ de uma

rede, de�ne-se a interação entre essas áreas como um módulo funcional ®¯ . Quando uma

área interage consigo mesma ( ® Æ¯ ), tem-se então um intra-módulo ®®. Ademais, quando

a rede em questão for não direcionada, as medidas realizadas sobre os módulos ®¯ e ¯® são

necessariamente iguais, o que não é verdade para o caso de uma rede direcionada.

Tendo base na probabilidade de sincronização entre quaisquer dois nós, Eq. (3.15), a

probabilidade sincronização de sincronia em um módulo ®¯ , denominada correlação dinâ-

mica modular, r ®¯ , pode ser calculada como,

r ®¯ Æ
1

N® ¢N¯

X

i 2®,j 2¯
r i j (3.16)

onde i e j representam os nós dos módulos a serem investigados, ® e ¯ respectivamente. E,

N® N¯ são as quantidades de nós pertencentes aos respectivos módulos ® e ¯ . O produto

N® ¢N¯ denota a quantidade de conexões possíveis dentro do módulo. Em consequência

disso, observa-se que a Eq. (3.16) tem relação direta com a densidade de conexões dentro

dos módulos, que é dada por:

½®¯ Æ

P N¯

j 2¯

P N®
i 2® ai j

N® ¢N¯
. (3.17)

Outro caso interessante a se destacar, é o da cálculo sincronização intra-modular,

onde (® Æ¯ ), que pode ser descrito por um ajuste na eq. (3.16),

r ®® Æ
1

N® ¢(N® ¡ 1)

X

i , j 6Æi 2®
r i j , (3.18)

o ajuste (N® ¡ 1) é para desconsiderar os efeitos que a diagonal principal tem na sincroniza-

ção intra-modular, uma vez que ai i Æ0, pois aqui não são considerados nós que se conectam

a si mesmo. Para esse caso, também há um ajuste na equação de densidade, dado por:

½®® Æ

P N®
j 2®

P N®
i 2® ai j

N® ¢(N® ¡ 1)
. (3.19)

A seguir, no capítulo 4 serão apresentadas as simulações em uma rede complexa es-

pecí�ca utilizando o modelo de Kuramoto com dinâmica regente e as análises via teoria de

grafos.
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Capítulo4

Resultados: Aplicação a um Córtex

Cerebral Felino

Neste capítulo, na seção 4.1 serão expostos os resultados das análises da rede do cór-

tex cerebral felino via teoria de grafos e dos nós mais in�uentes da rede de acordo com a

classi�cação fornecida pelo algoritmo HITS. Na seção 4.2, são exibidas as primeiras análi-

ses da aplicação do modelo de Kuramoto como regente da dinâmica entre os nós do córtex

cerebral. Na seção 4.3 são exibidas outras análises concernentes ao níveis de sincroniza-

ção microscópicos, mesoscópicos e macroscópicos para três cenários - o primeiro cenário,

subseção 4.3.1, considera a rede sem nenhuma perturbação no seus nós; no segundo caso,

subseção 4.3.2, foi aplicada uma perturbação em 10 nós aleatórios da rede; por �m, no úl-

timo cenário, subseção 4.3.3, aplicou-se uma perturbação nos 5 maiores hubs e 5 maiores

autoridades obtidos na classi�cação do algoritmo HITS.

4.1 Rede Neural Felina

Os dados aqui usados foram retirados de um estudo feito por Scannell, Blakemore e

Young (1995), no qual foi analisada a conectividade entre as áreas do córtex cerebral felino.

Os pesquisadores contaram as �bras que interligavam as áreas do córtex cerebral e classi�-

caram cada ligação de acordo com a densidade do feixe de �bras que as conectavam. Desde

então, diversos trabalhos se inspiraram nesse estudo com o intuito de investigar como as

conexões do cérebro in�uenciam transtornos neurais (LAMEU et al., 2012; SANTOSet al.,

2017; GOMEZ-GARDENESet al., 2010).

Scannell, Blakemore e Young (1995) mapearam as conexões do córtex cerebral felino,

dividindo as quatro áreas do córtex em 53 subconjuntos corticais, interconectados por 826

arestas direcionadas, representando as �bras dos axônios, e, densidade de conexões ½¼0,3.

Os subconjuntos corticais são aglomerados por funcionalidades em comum, visão, audi-

ção, sistema motor e sistema límbico, cada área contém 16, 7, 6 e 14 áreas respectivamente
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(GOMEZ-GARDENESet al., 2010). Das 826 conexões, 470 são internas (estão contidas den-

tro dos aglomerados) e 356 são externas (conexões entre diferentes aglomerados). Esses

subconjuntos são apresentados por meio de suas abreviaturas anatômicas na Fig.(4.1), suas

descrições integrais podem ser encontradas em (SCANNELL; BLAKEMORE; YOUNG, 1995).

Em suma, a conectividade dos subconjuntos corticais pode ser representada por uma

matriz de adjacência ponderada W Æ(w i j ), como representada na Fig.(4.1), na qual, cada

elemento da matriz representa a conexão entre subconjuntos do córtex cerebral e tem um

valor inteiro entre zero e três, que descreve a densidade das �bras que conectam as áreas:

0 (zero) denota tanto a falta da conexão entre as áreas, quanto a falta de informações sobre

a existência da conexão por parte dos pesquisadores. O valor 1 (um) denota conexões com

�bras esparsas ou fracas, 2 (dois) denota conexões com densidade intermediária, e por �m,

3 (três) denotando conexões densas.

Figura 4.1 – Representação da matriz de adjacência ponderada da rede complexa do córtex cerebral felino.
Os valores representando a densidade das conexões entre as áreas do córtex foram substituídos
por um código de cores equivalente, a seguir: regiões sem nenhuma conexão são representa-
das (branco ´ zero), com conexões esparsas ou fracas (vermelho ´ um), conexões intermediárias
(verde ´ dois) e conexões densas (azul ´ três).

Fonte – o autor.
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Observe que, a diagonal principal da matriz, na Fig.(4.1), indica a relação de um sub-

conjunto cortical com ele mesmo, sendo assim, essa interação é relatada como zero, pois não

são levadas em consideração, as in�uências do subconjunto em si mesmo. Perceba também

que os quatro aglomerados classi�cados por suas funcionalidades formal blocos diagonais

mais densos na matriz, cujos elementos são conexões internas, em contraste aos blocos não

diagonais que são compostos por conexões externas. As relação das conexões corticais não

são simétricas, w i j 6Æw j i , isso indica que, duas áreas conectadas podem ter ponderações

diferentes.

Ademais, por meio da representação matricial do córtex felino é possível ilustrar gra-

�camente a rede neural felina, como é exposta na Fig.(4.2).

Figura 4.2 – Representação visual do grafo direcionado relativo a rede do córtex cerebral felino. Nesta �gura, o
tamanho de cada nó i é proporcional ao seu grau total, k tot

i .

Fonte – o autor.

No grafo da Fig.(4.2), as quatro áreas: occipital (ciano), temporal (vermelho), frontal

(magenta) e parietal (verde), têm os seus subconjuntos corticais representados por nós e as

conexões axonais entre eles é dada pelas arestas do grafo. A interação entre duas áreas é

denominada módulo e o tamanho de cada nó i na Fig.(4.2) é proporcional ao seu valor de

grau total, k tot
i . Diante dessa exposição qualitativa, a seguir são apresentados resultados

das análises quantitativas relacionadas à rede do córtex felino feitas a partir da matriz de

adjacência ponderada Wij , com o intuito de identi�car quais nós exercem maior in�uência

dentro da rede, e, sua in�uência sob a dinâmica da sincronização.

Na Tab. (4.1), são exibidos os valores de densidade para módulos formados por duas
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regiões distintas foram calculados utilizando a Eq. (3.17), ½®¯ . E para os valores que perten-

cem aos módulos formados pela interação de uma região consigo mesma, ½®®, utilizou-se a

Eq. (3.19).

Tabela 4.1 – Exibição da densidade ½®¯ entre os módulos corticais da matriz de adjacência Fig. (4.1).

Área Occipital Temporal Parietal Frontal
Occipital 0,58333 0,09821 0,10938 0,20089
Temporal 0,09821 0,80952 0,01786 0,20408
Parietal 0,19922 0,00893 0,74167 0,24107
Frontal 0,23214 0,27551 0,23661 0,64835

Fonte – o autor.

Valendo-se da teoria de grafos apresentada na seção 3.1, exibe-se no grá�co da Fig.(4.3)

duas medidas de centralidade primordiais, os graus de entrada, (Eq. (3.5a)) e saída (Eq.

(3.5b)) da matriz de adjacência ponderada W.
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Figura 4.3 – Exibição grá�ca dos graus de entrada e saída de cada nó da rede.

Fonte – o autor.

É importante destacar também a interpretação biológica dos graus de entrada e saída

no córtex cerebral. O grau de saída está relacionado com as ligações eferentes (ligações ner-

vosas que transmitem pulsos elétricos do neurônio para outros sistemas) e o grau de entrada

relaciona-se com as ligações aferentes (ligações nervosas que recebem pulsos elétricos vin-

dos de outros sistemas entram nos neurônios).

A partir das medidas de graus de entrada e saída, é possível identi�car quais nós da

rede serão os maiores receptores de informações (autoridades) e quais serão os maiores dis-

tribuidores ( hubs). Como referência para a classi�cação, utilizou-se o algoritmo HITS como

mecanismo de classi�cação, apresentado na subseção 3.1.1. Na Fig. (4.4) é exibido o resul-

tado do algoritmo HITS para todos os nós da rede do córtex felino.
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Figura 4.4 – Exibição grá�ca do resultado do algoritmo HITS para cada nó da rede, calculando hubs e autorida-
des.

Fonte – o autor.

Por meio do resultado do algoritmo HITS na Fig. (4.4) é possível constatar visual-

mente, por exemplo, que os nós 44 e 46 são os que possuem maiores classi�cações dentre os

hubs e autoridades na rede, respectivamente. Em contraste com os nós de maiores classi�-

cações, observa-se também, nós como 1,8,19 e 53 que possuem baixa pontuação, tanto em

termos de autoridade, quanto de hub, em relação aos outros nós da rede. Na tabela (4.2) são

exibidos as pontuações de hubs e autoridades que geraram a Fig. (4.4), ambas as colunas

hub e autoridade estão normalizadas.
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Tabela 4.2 – 1-16 occipital, 17-23 temporal, 24-39 parietal e 40-53 frontal

Nó
Grau entrada

Eq. (3.5a)
Grau saída
Eq. (3.5b)

Grau total
Eq. (3.5c)

Cálculo de hub
Eq.(3.7a)

Cálculo de aut.
Eq.(3.7b)

Qualidade

1 - (17) 8 9 17 0,0581 0,0507 Hub
2 - (18) 10 12 22 0,0697 0,0735 Aut
3 -(19) 16 19 35 0,1083 0,1304 Aut
4 - (PLLS) 15 20 35 0,1282 0,1529 Aut
5 - (PMLS) 13 15 28 0,1061 0,1113 Aut
6 - (AMLS) 12 19 31 0,0996 0,1549 Aut
7 - (ALLS) 9 13 22 0,0940 0,1105 Aut
8 - (VLS) 9 7 16 0,0559 0,0523 Hub
9 - (DLS) 6 7 13 0,0438 0,0582 Aut
10 - (21a) 11 15 26 0,0845 0,1184 Aut
11 - (21b) 10 14 24 0,0676 0,1047 Aut
12 - (20a) 26 20 46 0,2015 0,1591 Hub
13 - (20b) 17 17 34 0,1382 0,1628 Aut
14 - (7) 24 23 47 0,1867 0,2027 Aut
15 - (AES) 29 28 57 0,2140 0,2206 Aut
16 - (PS) 9 16 25 0,0845 0,1367 Aut
17 - (AI) 9 8 17 0,0762 0,0424 Hub
18 - (AII) 10 11 21 0,0784 0,0860 Aut
19 - (AAF) 4 7 11 0,0165 0,0453 Aut
20 - (P) 8 11 19 0,0529 0,0723 Aut
21 - (VP) 4 8 12 0,0199 0,0494 Aut
22 - (EPp) 26 20 46 0,1928 0,1591 Hub
23 - (Tem) 6 8 14 0,0451 0,0739 Aut
24 - (3a) 10 12 22 0,0910 0,0906 Hub
25 - (3b) 13 14 27 0,1109 0,1088 Hub
26 - (1) 8 13 21 0,0697 0,0993 Aut
27 - (2) 8 15 23 0,0689 0,1209 Aut
28- (SII) 15 18 33 0,1274 0,1475 Aut
29 - (SIV) 13 18 31 0,1239 0,1740 Aut
30 - (4g) 18 17 35 0,1395 0,1416 Aut
31 - (4) 16 19 35 0,1196 0,1583 Aut
32 - (6l) 20 20 40 0,1560 0,1769 Aut
33- (6m) 25 21 46 0,2131 0,1969 Hub
34 - (5am) 22 14 36 0,1763 0,1325 Hub
35 - (5Ai) 29 19 48 0,2396 0,1740 Hub
36 - (5Bm) 23 17 40 0,2002 0,1570 Hub
37 - (5BI) 24 14 38 0,1846 0,1338 Hub
38 - (SSSAi) 20 15 35 0,1586 0,1358 Hub
39 - (SSAo) 20 15 35 0,1599 0,1400 Hub
40 - (PFCMil) 12 9 21 0,0983 0,0814 Hub
41 - (PFCMd) 17 11 28 0,1295 0,0955 Hub
42 - (PFCL) 24 14 38 0,1980 0,1271 Hub
43 - (Ia) 28 25 53 0,2097 0,2073 Hub
44 - (Ig) 23 28 51 0,1776 0,2347 Aut
45 - (CGA) 26 13 39 0,2053 0,1192 Hub
46 - (CGP) 33 24 57 0,2482 0,2093 Hub
47 - (RS) 12 10 22 0,0966 0,0889 Hub
48 - (35) 27 34 61 0,1971 0,2251 Aut
49 - (36) 23 32 55 0,1694 0,2268 Aut
50 - (pSb) 6 9 15 0,0511 0,0806 Aut
51 - (Sb) 4 12 16 0,0256 0,0984 Aut
52 - (Enr) 13 12 25 0,1031 0,0852 Hub
53 - (Hipp) 2 4 6 0,0199 0,0208 Aut

Fonte – o autor.
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Como regra de classi�cação para qualidade de cada nó na Tab. (4.2), comparou-se a

magnitude das pontuações de autoridade e hub de cada nó, e a pontuação de maior magni-

tude determinou a qualidade do nó, ou seja, um nó classi�cado como autoridade não será

pensado como um hub, e vice-versa. Desse modo, sob a perspectiva de investigar como os

nós mais in�uentes da rede afetam a sincronização, é importante ordenar os nós mais in�u-

entes entre os hubs e autoridades. Nas Tabs. (4.3) e (4.4) são ordenados, respectivamente, os

cinco maiores hubs e autoridades da rede do córtex felino.

Tabela 4.3 – Classi�cação dos 5 maiores hubs e seus respectivos nós de entrada (k i n ) e saída(kout ).

Classi�cação hubs k i n kout

1º CGp - 46 33 24
2º 5AI - 35 29 19
3º 6m - 33 25 21
4º Ia - 43 28 25
5º CGA - 45 26 13

Fonte – o autor.

Tabela 4.4 – Classi�cação das 5 maiores autoridades e seus respectivos nós de entrada ( k i n ) e saída(kout ).

Classi�cação Autoridade k i n kout

1º Ig - 44 23 28
2º 36 - 49 23 32
3º 35 - 48 27 34
4º AES-15 29 28
5º 7-14 24 23

Fonte – o autor.

Das Tabs. (4.3) e (4.4) é possível inferir que dos dez nós mais in�uentes da rede (5 hubs

+ 5 autoridades), seis pertencem à área frontal do córtex cerebral associada ao controle de

movimento e planejamento; dois pertencem à região parietal, associada percepção e sensa-

ções e por �m dois nós associado à região occipital que coordena visão. E ainda, observa-se

que esses 10 nós fazem 514 conexões da rede, que em termos percentuais, o grupo de hubs

e autoridades concentram 62,22% das conexões exibidas na Fig. (4.1).

É importante ressaltar também que, apesar de existir uma relação entre grau de en-

trada com autoridades, e, grau de saída com hubs, isso não é o su�ciente para se determinar

um hub ou autoridade. Nota-se por exemplo, na Tab. (4.4), que as duas primeiras autorida-

des da tabela têm grau de entrada , k i n Æ23, menor que os outros nós da rede. Para justi�car

isso, basta recorrer a ideia central do algoritmo HITS - "boas autoridades são referenciadas

por bons hubs, e bons hubs referenciam boas autoridades", ou seja, não é su�ciente um nó

receber muitas referências ou referenciar muito, é necessário que isso seja feito entre nós

relevantes.

Obtida a classi�cação dos melhores hubs e autoridades, Tabs. (4.3) e (4.4), é possível

levantar algumas hipóteses sobre a dinâmica da sincronização na rede, tal qual - quais se-
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riam as implicações de uma perturbação aplicada nos melhores hubs e autoridades no curso

da sincronização na rede neural felina? Contudo, antes de realizar tal investigação faz-se ne-

cessário implementar uma dinâmica entre os nós da rede para compreender como a rede

se comporta. A seguir são apresentados resultados das simulações do modelo de Kuramoto

como regente da dinâmica da rede do córtex cerebral felino.

4.2 Aplicação do Modelo de Kuramoto

O modelo de Kuramoto é um dos arquétipos mais bem sucedidos no que diz respeito

aos fenômenos de sincronização. Isso é su�ciente para o trabalho almejado, pois o modelo

servirá como um protótipo para os estudos relacionados à emergência de atividades neurais

síncronas que se relacionam com o fator de acoplamento ¸ , diretamente proporcional ao

�uxo sanguíneo do córtex cerebral felino.

As simulações apresentadas aqui supõem os nós da rede neural felina como oscila-

dores com frequências naturais e fases iniciais distribuídas de acordo com uma função den-

sidade de probabilidade uniforme, respectivamente, entre ! 2 [¡ 0,5;0,5] e µ(0) 2 [¡ ¼: ¼],

tempo de simulação igual T Æ100 e N Æ53. Para a resolução do sistema de equações do

modelo de Kuramoto Eq.(3.9) utilizou-se o pacote odeint da linguagem Python. O integrador

odeint resolve o sistema de equações diferenciais ordinárias usando o solucionador lsoda da

biblioteca FORTRAN odepack (HINDMARSH, 1983). O leitor pode ter acesso à documenta-

ção e exemplos práticos do integrador no sítio da documentação 1.

Para primeira análise, escolheu-se aleatoriamente 5 nós entre os 53 da rede e investi-

gou-se a evolução da frequências �µ Fig. (4.5-A) e fasesµ Fig. (4.5-A) supondo um acopla-

mento ¸ Æ0,01.

1 scipy.integrate.odeint - docs.scipy.org/doc/scipy/reference/generated/scipy.integrate.odeint.html
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Figura 4.5 – Evolução das fases e frequências de 5 osciladores escolhidos aleatoriamente em uma população
com N Æ53, fator de acoplamento ¸ Æ0,01 e frequências naturais distribuídas de acordo com uma
função de probabilidade uniforme.

Fonte – o autor.

Observa-se que cada oscilador na Fig.(4.5-A) movimenta-se com frequência indivi-

dual, indicando a não sincronia do grupo. Em consonância com o resultado da Fig.(4.5-A) as

fases Fig.(4.5-B) evoluem com diferentes comportamentos. Com intuito de medir a taxa de

sincronização do cenário com fator de acoplamento baixo na Fig.(4.6) calcula-se a evolução

do parâmetro de ordem utilizando a Eq.(3.10).

Nota-se na Fig.(4.6) a corroboração com o resultado da simulação da Fig. (4.5), onde

cada oscilador segue disperso dos demais e com frequência de oscilação individual. Apesar

das oscilações observadas, o parâmetro de ordem evolui perto de r ¼0, denotando que não

há sincronia na rede.
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Figura 4.6 – Parâmetro de ordem r calculado numericamente pela Eq.(3.10) para um tempo su�cientemente
longo, população de N Æ53 nós, este caso tem fator de acoplamento ¸ Æ0,01 e não apresenta
sincronização. E, frequências naturais distribuídas uniformemente, ! 2 [¡ 0,5 : 0,5].

Fonte – o autor.

Avaliado o cenário não sincronizado, agora, objetiva-se investigar o comportamento

da rede do córtex felino num cenário com sincronização, para tanto, supõe-se que um fator

de acoplamento ¸ Æ0,06 gere sincronia no sistema. A seguir, foram escolhidos novamente 5

osciladores aleatoriamente para exibição dos grá�cos das frequências na Fig. (4.7)(A) e fases

na Fig. (4.7)(B).

Note como as frequências dos nós se iniciam dispersas na Fig. (4.7)(A) até o tempo

t Æ5, onde ocorre a sincronização do sistema e todos os nós começam a compartilhar a

mesma frequência ­ Æ0. Observe que o resultado está em consonância com o obtido para

fases na Fig. (4.7)(B).
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Figura 4.7 – Evolução das fases e frequências de 5 osciladores escolhidos aleatoriamente em uma população
com N Æ53, fator de acoplamento ¸ Æ0,06 e frequências naturais distribuídas de acordo com uma
função de probabilidade uniforme.

Fonte – o autor.

A Fig. (4.8) ilustra a evolução da sincronização por meio do parâmetro de ordem,

Eq. (3.10), corroborando assim com a evolução relatada na Fig. (4.7). No caso, a taxa de

sincronização é inicialmente inexistente sendo r ¼ 0, porém a taxa evolui rapidamente se

estabilizando perto de r ¼1, indicando elevados níveis de sincronia na rede.

Figura 4.8 – Parâmetro de ordem r calculado numericamente pela Eq.(3.10) para um tempo su�cientemente
longo, população de N Æ53 osciladores, fator de acoplamento ¸ Æ0,06 frequências naturais distri-
buídas uniformemente, ! 2 [¡ 0,5 : 0,5].

Fonte – o autor.

Por �m, na Fig. (4.9) exibe-se o comportamento da dinâmica da sincronização em
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função da variação da força de acoplamento ¸ entre os nós da rede.

Figura 4.9 – Curva do parâmetro de ordem em função do fator de acoplamento, r (¸ ). Com as frequências na-
turais dos N Æ53 nós distribuídas uniformemente, ! 2 [¡ 0,5 : 0,5].

Fonte – o autor.

A Fig. (4.9) mostra quando há uma transição de fase do estado não sincronizado,

passando por um regime de criticalidade até alcançar o estado sincronizado. As relações

feitas nesse grá�co são de extrema relevância para os estudos de sincronização em redes

neurais, pois, o entendimento de quanto desse �uxo sanguíneo pode permear o cérebro

é fator crucial para inibição de uma sincronia que pode desencadear transtornos neurais

como a epilepsia.

Por �m, expõem-se os quadros na Fig. (4.10), com o intuito de demonstrar gra�ca-

mente a sincronização percolando os nós da rede do córtex felino, e de tentar visualizar a

sincronização emergindo ou não dos maiores nós hubs e autoridades de�nidos nas Tabs.

(4.3) e (4.4). Para elaboração dos quadros, cada nó i da rede teve sua respectiva frequência

µi exibida por meio de um código de cores, no intervalo [ ¡ 1 : 1] para cada instante de tempo

t.
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Figura 4.10 – Ilustração da evolução das frequências de todos os 53 nós da rede. Fator de acoplamento ¸ Æ0,06.

Fonte – o autor.

Observe que a maioria dos nós da Fig. (4.10) no instante t Æ8 já compartilham a

mesma cor, i.e, frequência, o que é esperado e condiz com o resultado da Fig. (4.7-A) informa

que a partir do instante de tempo t Æ5, os nós da rede sincronizam na frequência de ­ Æ0.

Note ainda que, no instante t Æ4 os nós autoridade 49 e 48, respectivamente o se-

gundo e terceiro maiores na classi�cação das autoridades, (Tab. (4.4)), são os primeiros a

compartilharem a frequência de sincronização. Mais adiante, no instante t Æ6, observa-se

que a região parietal é a primeira com grande parte da sua frequência próxima da frequência
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